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第 28回 画像の認識・理解シンポジウム

カメラ位置未知少数視点からの3D Gaussian推定モデルの
体系化と効果的なモデル構成による性能向上

藤村 友貴1,a) 櫛田 貴弘2 北野 和哉1 舩冨 卓哉1 向川 康博1

概要
本研究では、未知のカメラ位置で撮影された少数の画像

から 3D Gaussian を推定するモデルについて、画像から
の特徴抽出部、多視点間の情報集約部、出力部の 3つのモ
ジュールへの分割による体系化を提案する。この体系化に
基づき、各モジュールにおける役割と設計、及び効果的な
モデル構成についての議論を行う。本研究で提案するモデ
ルは従来手法に対して、新規視点合成の精度向上と学習時
に要する GPUメモリの約 25%の削減を達成した。本研究
における計算効率の改善は、個人の研究者が最新の技術を
実装する一助になることが期待される。

1. はじめに
近年コンピュータビジョン分野では、Neural radiance

field (NeRF) [13]や 3D Gaussian splatting (3DGS) [11]と
いった、多視点画像を入力とした新規視点合成の研究が盛
んに行われている。一方で、これらの手法の問題として、
既知のカメラ位置から撮影された多数の画像を必要とする
ことが挙げられる。視点が少数の場合は新規視点合成のた
めの観測が不足するだけでなく、カメラ位置の推定そのも
のも困難となる。
観測が不足する問題に対するアプローチの一つとして、

データセットで feed-forwardなモデルを学習することが挙
げられる [2], [4], [5], [6], [24]。Large reconstruction model

(LRM) [10]は、大規模なデータセットで学習することで 1

枚の画像からの NeRFの推定を可能としたモデルである。
LRMを複数視点へ応用した研究 [25]や、カメラ位置が未
知の問題設定へ拡張した研究 [17], [22]も存在する。また
近年は、カメラ位置未知の 2視点から 3次元点群を推定す
る大規模モデル（DUSt3R [18]、MASt3R [16]）が提案され
ており、推定された 3次元点群は 3DGSの初期値として用
いることができる [9]。さらに、3次元点群に加えて 3DGS

のパラメータを直接出力するように拡張することで、カメ
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ラ位置未知の 2視点から新規視点合成を可能とする技術も
提案されている [15], [23]。
本研究は、カメラ位置が未知の少数視点から 3DGSのパ

ラメータを推定することを目的とする。しかしながら、前
述したようにわずか数ヶ月のうちに多くの研究が提案され
ており、また近年提案されるモデルは大規模化が進んでお
り、手法の再現には強力な計算資源を要する。そこで本研
究では従来手法に対して、画像からの特徴抽出部、多視点
間の情報集約部、出力部の 3つのモジュールへのモデル構
成の分割による体系化を提案する。この体系化に基づき、
各モジュールにおける役割及び設計について議論を行い、
精度と計算効率の両面において効果的なモデルの提案を行
う。実験では、提案したモデルが新規視点合成の精度を向
上しつつ、学習時に要する GPUメモリの削減が可能であ
ることを示す。本研究における計算効率の改善は、個人の
研究者が最新の技術を実装する一助になることが期待さ
れる。

2. 3D Gaussian 推定モデル
2.1 モデル構成の体系化
本研究では未知のカメラ位置で撮影された少数の画像

を入力とする。ここで、{Ii}i=1,··· ,N を入力画像とし、N

を入力枚数とする。各画像は Ii ∈ RH×W×3 である。3D

Gaussianを推定するモデルは以下のように記述できる。

{T ′
1, · · · , T ′

N} = A({E(I1), · · · , E(IN )}) (1)

Gi = D(T ′
i ) ∀i ∈ {1, · · · , N} (2)

ここで、T ′
i は 2.3 で説明する各画像の特徴トークンであ

る。Gi = {µi, αi, ri, si, ci}は各画像のピクセルに対応した
3D Gaussian のパラメータであり、平均 µi ∈ RH×W×3、
透過率 αi ∈ RH×W×1、回転 ri ∈ RH×W×4、スケール
si ∈ RH×W×3、球面調和関数の係数 ci ∈ RH×W×k からな
る。また、E は画像からの特徴抽出部、Aは多視点間の情
報集約部、Dは出力部である。本研究では従来手法の各モ
ジュールをこの分割へ割当て、表 1に示すような体系化を
提案する。モデル構成の他に、各手法の入力枚数、カメラ
位置の有無、そして出力形式（点群 P ∈ RH×W×3、NeRF
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表 1 モデルの体系化
モデル 入力 カメラ位置 E A D 出力

DUSt3R [18], MASt3R [16] 2 未知 Pretrained CroCo 2 視点間の cross attention DPT head P

Splatt3R [15], NoPoSplat [23] 2 未知 Pretrained MASt3R E 2 視点間の cross attention DPT head G

LRM [10] 1 — Convolution （1 視点内での self-attention） Deconvolution θ

PF-LRM [17] N 未知 Pretrained DINO 全視点間の self-attention Deconvolution θ

GS-LRM [25] N 既知 Convolution 全視点間の self-attention Linear+reshape G

FreeSplatter [22] N 未知 Convolution 全視点間の self-attention Linear+reshape G

提案モデル N 未知 Pretrained MASt3R E 全視点間の self-attention DPT head G
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図 1 3D Gaussian 推定モデル

のパラメータ θ、Gaussian G）も記載している。

2.2 画像からの特徴抽出（E）
まず最初に各入力画像に対して独立に特徴抽出を行う。

Ti = E(Ii) (3)

ここで、Ti は画像内のパッチごとの特徴トークンを表す。
パッチサイズを p × p、各パッチにおける特徴量の次元を
dとしたとき、Ti は Ti ∈ R

H
p ×W

p ×d となり、トークン数は
HW/p2 個である。
DUSt3R [18]とMASt3R [16]では CroCo [19], [20] を E

として用いている。CroCoはVision Transformer (ViT) [8]

をベースとしたモデルであり、幾何情報の事前知識を 2視
点間の補完問題として自己教師あり学習したものである。
Splatt3R [15]とNoPoSplat [23]は、MASt3Rを 3D Gaus-

sianのパラメータを出力するように拡張しており、したがっ
て学習済みMASt3Rの E を初期値として利用する。これ
らに対し PF-LRM [17]では、事前学習された大規模モデル
である DINO [1]を使用している。一方で、GS-LRM [25]

や FreeSplatter [22]では、ストライド pの畳み込み層 1層
のみでトークンを生成している。そのため、2.3で説明す
る多視点間の情報集約部においても、画像特徴を学習する
ために多数の層を必要とする。

2.3 多視点間の情報集約（A）
このモジュールでは、E で得られた各視点のトークン間

で情報を集約する。

{T ′
1, · · · , T ′

N} = A({T1, · · · , TN}) (4)

ここで、T ′
i ∈ R

H
p ×W

p ×d は集約後の各トークンである。
DUSt3RとMASt3Rは入力が 2視点であるため、この

モジュールでは各視点で別々の ViTを用意し、各視点間
で cross attention を行うことで情報集約を実現している。
一方で、PF-LRM、GS-LRM, FreeSplatterでは N > 2の
視点を入力とするため、各視点のトークンを全て結合し
た NHW/p2 個のトークン間で self-attention を行うこと
で情報集約を実現している。しかしながら、この方法は
NHW/p2 の二乗の attentionを計算する必要があるため、
計算コストが非常に大きい。

2.4 出力（D）
最後に多視点の情報を集約した特徴トークンを用いて、

各視点それぞれで出力を行う。3D Gaussianを出力する場
合は、

Gi = D(T ′
i ) (5)

として、各画像の各ピクセルに対応する 3D Gaussianのパ
ラメータを推定する。
トークンからピクセルごとの密な推定をする必要があ
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るため、DUSt3R等では DPT head [14]を用いる。DPT

headは複数の畳み込み、逆畳み込み層で構成されており、
トークンを元の解像度に復元することで密な推定を可能
としている。一方で、FreeSplatter等では各 d次元トーク
ンを線形層 1層で p2K 次元にしたあと reshapeすること
で各パッチごとに p × p ×K の密な推定を行う。ここで、
K は出力対象の次元であり、3D Gaussian を出力する場
合は 2.1 で述べたパラメータの次元を全て足し合わせた
3 + 1+ 4+ 3+ k = 11+ kとなる。この方法はトークンか
ら線形層 1層で元の解像度の復元を行うため、実験で示す
ように出力結果に格子状のアーティファクトが生じる。

2.5 効果的なモデル構成
前節で全体のモデルの 3つのモジュールへの分割と、各

モジュールの役割について議論を行なった。本研究は未
知のカメラ位置で撮影された多視点画像を入力とした 3D

Gaussianの推定を目的とし、前節の議論に基づいて以下の
指針に沿って各モジュールの設計を行う。
• 特徴抽出部では幾何情報の強力な事前知識を有したモ
ジュールを用い、精度の向上を図る。

• 情報集約部では全視点トークン間で self-attentionを
行うため、モジュールを軽量化する。

• 出力部では密な推定を可能とするモジュールを用いる。
表 1 下部と図 1 に提案する具体的なモデルを示す。特

徴抽出部では、Splatt3Rと NoPoSplat同様事前学習済み
のMASt3Rの E を初期値として用いる。出力部では DPT

headを用いることで密な推定を可能とする。
情報集約部では、多視点間の情報集約を行うため全視点

間の self-attentionを行う。GS-LRMと FreeSplatterでは
特徴抽出部が畳み込み層 1 層のため、このモジュールの
self-attentionブロックの数は 24である。また、出力部につ
いても線形層 1層であり、密な出力のためにトークンのパッ
チサイズが 8と小さく、計算コストが非常に高い。一方で、
本研究では特徴抽出部に事前学習されたMASt3Rの E を、
加えて出力部にDPT headを用いるため、self-attentionの
ブロック数とトークンのパッチサイズをそれぞれ 12と 16

に設定した。これにより、精度を低下させることなく大幅
な計算コストの削減が可能である。

2.6 学習
図 1に示すように、学習時は多視点画像 {Ii}i=1,··· ,N を

入力し、3D Gaussian {Gi}i=1,··· ,N を推定する。その後、
推定した 3D Gaussianを用いて入力した画像とは別視点の
画像をレンダリングし、正解の画像と比較することで学習
を行う。なお、学習時は別視点のレンダリングのため正解
のカメラ位置を用いる。
具体的な誤差関数は以下である。

表 2 実験での比較モデル（A は (ブロック数, パッチサイズ)）
モデル E A D

FreeSplatter Convolution (24,8) Linear+reshape

Ours1 MASt3R E (12,16) Linear+reshape

Ours2 MASt3R E (12,16) DPT head

表 3 新規視点合成の定量評価とパラメータ数・必要 GPUメモリ数
モデル PSNR SSIM LPIPS Params. GPU [GB]

FreeSplatter 21.1 0.846 0.169 307M 225

Ours1 23.4 0.877 0.114 461M 172

Ours2 23.4 0.879 0.111 475M 174

L = Lm + λlLl + λ3DL3D (6)

ここで、Lm はレンダリングした画像と正解画像の平均二
乗誤差、Llは画像間の知覚的損失 [26]である。後述するよ
うに、本研究では学習に合成画像のみを用いるため、正解
の深度画像及び 3次元点群が利用可能である。したがって
FreeSplatter同様、推定した 3D Gaussianの平均と正解の
3次元点群との二乗誤差 L3D も学習に用いた。なお、本研
究では λl = 0.05、λ3D = 10とした。

3. 実験
提案したモデルの有効性を検証するため、表 2に示すモデ

ル間で比較を行なった。ベースラインを FreeSplatter [22]

とし、Ours1では特徴抽出部を学習済みMASt3R [16]の E
に置き換え、情報集約部の self-attentionのブロック数と
パッチサイズをそれぞれ 12、16に設定した。Ours2では
さらに出力部を DPT head [14]に置き換えた。

3.1 データセット
学習・評価用データセットとして G-Objaverse [21]デー

タセットを使用した。このデータセットは 3Dオブジェク
トのデータセット Objaverse [7]をレンダリングしたもの
である。264,775シーンからなり、学習と評価のため 10 : 1

に分割を行なった。各シーンは物体を囲む 38視点からの
画像が含まれている。LaRa [3]と同様、38視点のカメラ
位置を K-means を用いて 4クラスタにクラスタリングし、
学習時は各クラスタから 1枚ずつ、計 4枚の画像を選択し
モデルに入力する。誤差関数の計算のための新規視点につ
いても、同様の方法で 4枚選択する。なお、入力画像の解
像度は 256× 256とした。

3.2 実装
最適化手法は AdamW [12] を使用した。学習率は

5.0× 10−5 で、最初の 2000ステップの Linear warmup の
のち、 Cosine annealingにより学習終了までに 5.0× 10−6

まで減衰させた。バッチサイズは 32、学習ステップ数は
200Kである。AとDについては bf16の混合精度で学習し

3



第 28回 画像の認識・理解シンポジウム

(a) Input (b) Ground-truth (c) FreeSplatter (d) Ours1 (e) Ours2 (f) Ours1 (g) Ours2

図 2 新規視点合成と 3D Gaussian の depth の比較
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図 3 学習中の各誤差関数の値のプロット

た。計算環境は NVIDIA A100 GPU (80 GB) ×4である。

3.3 実験結果
新規視点合成
表 3に新規視点合成の定量評価を示す。FreeSplatterと

比較して Ours1と Ours2のどちらも精度が大幅に向上し
ており、MASt3R の特徴抽出部の利用が重要であること
がわかる。図 2は定性評価であり、(a)は入力に用いた画
像、(b–e)はそれぞれ新規視点の正解画像と推定画像であ
る。(f,g)は深度画像で、1枚目の入力画像（(a)左上）か
ら出力された 3D Gaussianの z座標を可視化したものであ
る。なお、深度画像は正解画像でマスクしてある。Ours2

は DPT headにより密な推定が可能であるため、Ours1の
深度画像における格子状のアーティファクトが軽減され、
新規視点合成においても画像の細部の再現が可能である。
学習の効率化
表 3に各モデルの学習パラメータ数と学習に要するGPU

メモリを示す。Ours1、Ours2は FreeSplatterより学習パ
ラメータ数が多いものの、少ないブロック数と大きいパッ
チサイズの self-attentionブロックを用いることにより、約
25%の GPUメモリの削減が可能である。

図 3 に学習中の各誤差関数の値のプロットを示す。
Ours1、Ours2 は FreeSplatter に比べて学習誤差が大幅
に減少している。各ステップの計算量も減少しており、
FreeSplatter は 200K ステップに約 4 日要するのに対し
Ours2は 3日ほどであり、約 25%の学習速度の改善が見ら
れた。

4. まとめ
本研究では、未知のカメラ位置から撮影された少数の画

像から 3D Gaussianを推定するモデルについて、従来手法
の体系化を提案し、それに基づいて精度・計算効率の両面
で効果的なモデル構成を提案した。近年提案されるモデル
は大規模化が進んでおり、手法の再現には強力な計算資源
を要する。本研究で提案したモデルの計算効率の改善は、
個人の研究者が最新の技術を実装する一助になることが期
待される。
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