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物理ベースオートエンコーダを用いた
分光画像からの塗布顔料の厚みと混合比率推定

蔀 竜太1 藤村 友貴1 舩冨 卓哉1 向川 康博1 森本 哲郎2 大石 岳史2 高松 淳3 池内 克史3

概要：本研究では，物理モデルベースのオートエンコーダを用いて分光画像から顔料の厚みと混合比率を
推定する教師なしアルゴリズムを提案する．オートエンコーダのデコーダ部に物理モデルを用いることに
より，中間層の潜在変数を顔料の厚みと混合比率として解釈可能にした．シミュレーション実験より，顔
料の厚みと混合比率推定の定量評価を行なった．また，装飾古墳壁画に使われていたものと同種の顔料で
作成したサンプルを用いて実験を行い，定性評価を行った．

1. はじめに
彫刻や彩色が施されている装飾古墳壁画や水彩画などの

芸術作品は，その時代背景を反映させた歴史的価値の高い
ものである．しかし，これらの歴史的遺産は時間の流れと
ともに，図 1のように劣化や損傷が起こる．たとえ美術館
や博物館などで保存展示されていたとしても，将来的には
劣化や損傷の可能性がある．そのため，作成された当時の
状態の復元や現在の状態の記録が必要である．装飾古墳壁
画や水彩画などの層状表面物体は，顔料が塗布されている
顔料層と下地の 2層の構造を持っているため，どのような
顔料が使われていて，どのような厚みで塗布されているか
を非破壊・非接触で記録する必要がある．
層状表面物体の色を，現在入手可能な原色顔料で再現す

る様々な手法が提案されている．多くの手法では，原色顔
料をどのような比率で混合することで，再現できるかとい
う混合比率を推定する．Abed [1]は，Kubelka-Munk理論
(以後，KM理論と略す)に基づく物理モデルを用いて，非負
最小二乗法で顔料の混合比率の推定を行った．しかし，混
合比率のみを推定する手法は下地からの反射光を考慮して
いない油絵を対象としているため，下地が露出している古
墳壁画や水彩画には不向きである．また，森本ら [10]は，顔
料層での光の吸収現象と下地の反射を Lambert-Beer の法
則でモデル化し，RGB空間で曲線フィッティングすること
により，下地と顔料層に分離した．しかし，Lambert-Beer

の法則は光の減衰のみを考慮した単純なモデル化であり，
顔料層での光の散乱と減衰の両方をモデル化したKM理論
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(a). 装飾古墳壁画 (b). 劣化

図 1 層状表面物体の劣化の例

を用いた方がより詳細な分析が可能である．
近年，コンピュータビジョンや自然言語処理分野の様々

なタスクにおいて，ニューラルネットワークを用いること
により精度を向上させている．福本ら [4]は，顔料の混合
比率を変えた様々なサンプルを合成により作成し，ニュー
ラルネットワークを学習し，顔料の混合比率を推定した．
Shiら [8]は，3Dプリンタで油絵のスペクトルを再現する
ために，顔料の 3Dレイアウトをニューラルネットワーク
で推定した．しかし，ニューラルネットワークの学習には，
大量の正解データが必要となる．多くの研究では，この問
題を解決するために，ニューラルネットワークと微分可能
な物理モデルを組み合わせている．これらの研究は，コン
ピュータグラフィックスの分野で多くされている [5]．例え
ば，画像集合から 3次元シーンをニューラルネットワーク
で復元する際に，正解データとして 3次元シーンが必要で
ある．しかし，物理モデルにより，ニューラルネットワー
クで復元した 3次元シーンから画像にレンダリングするこ
とにより，正解データを不要にできる．
本研究では，層状表面物体の顔料層の厚みと混合比率を

推定することを目的とし，物理モデルベースのオートエン
コーダを用いて分光画像から顔料の厚みと混合比率を推定
する教師なしアルゴリズムを提案する．
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図 2 Kubelka-Munk 理論での光束の挙動

2. 層状表面物体の光の観測モデル

装飾古墳壁画や水彩画などは，顔料で形成される顔料層
と下地の 2層から成るため，層状表面物体と呼ばれる．層
状表面物体では，顔料層内部での光の散乱と吸収の両方を
モデル化した物理モデルであるKM理論が幅広く用いられ
ている [7]．

2.1 Kubelka-Munk理論
KM理論に基づく反射光の物理モデルでは，議論を簡単

にするために以下の 3つの条件を仮定する．
• 顔料層内部での光束はすべて拡散光束である．
• 顔料層での散乱因子である顔料の粒子は均一か
つランダムに存在する.

• 顔料層に平行に進む光束は無視できる
これら 3つの仮定の下，図 2のように，顔料層表面から下
地へ向かう拡散光束 i(λ)と下地から顔料層表面に向かう拡
散光束 j(λ)とする．このとき，顔料層の厚みを X とし，
微小単位の厚み dxとし，下地から微小厚みまでの距離を
xとする．微小単位の厚みの顔料層を通過する下地向きの
拡散光束の変化量と顔料層表面向きの拡散光束の変化量は
式 (1)及び (2)で表される．

di(λ) = (S(λ) +K(λ))i(λ)dx− S(λ)j(λ)dx (1)

dj(λ) = −(S(λ) +K(λ))j(λ)dx+ S(λ)i(λ)dx (2)

ここで，S(λ)とK(λ)は，顔料層を形成する顔料固有の散
乱係数及び吸収係数である．散乱係数は、顔料層の微小厚
みでの反射率の増加割合を表し，吸収係数は顔料層の微小
厚みでの透過率の減少割合を表している．また，λは波長
であり，KM理論の物理モデルではすべて波長ごとに計算
が行われる．以下では，式が煩雑になる場合には引数 λを
省略する．
上記の微分方程式である式 (1),式 (2)を解くことによ
り [11]，厚み X の顔料の反射率 RKM (X;R∞)は,下地の
反射率Rbと顔料層のみ（下地の影響を受けない時)の反射
率 R∞ を用いて，

RKM (X;R∞)

=
1

R∞
(Rb −R∞)−R∞(Rb − 1

R∞
)eSX( 1

R∞ −R∞)

(Rb −R∞)− (Rb − 1
R∞

)eSX( 1
R∞ −R∞)

(3)

と表される．式 (3)に X = 0を代入すると，下地の反射
率 Rb になることがわかる．そして，顔料層のみの反射率
R∞ は，散乱係数 S と吸収係数K を用いて，

R∞(S,K) = 1 +
K

S
−

√(
K

S

)2

+ 2
K

S
(4)

と表される．散乱係数と吸収係数は，実際の顔料から直接
計測することが困難であり，計算によって導出するのが一
般的である．測定した反射率から導出する方法 [11], [12]

やユーザの入力から導出する方法 [2] が提案されている.

式 (4)より，顔料固有の散乱係数と吸収係数が既知の場合，
顔料層のみの反射率を計算できることがわかる．また，こ
れらの計算を波長ごとに行うことにより，反射スペクトル
を算出できる．

2.2 顔料の混色理論
Duncan [3] は，n 種類の原色顔料を混合して混合顔料

を作成する場合，各原色顔料の散乱係数と吸収係数には，
加法性が成り立つことを示した．つまり，各原色顔料の
散乱係数と吸収係数を S1, S2, ..., Sn と K1,K2, ...,Kn と
し，各原色顔料の混合比率をそれぞれ C1, C2, ..., Cn，混
合して作られる混合顔料の散乱係数と吸収係数をそれぞれ
Smix,Kmix とすると次の関係が成り立つ．

Kmix

Smix
=

C1K1 + C2K2 + ...+ CnKn

C1S1 + C2S2 + ...+ CnSn
(5)

where

n∑
i=1

Ci = 1

これにより，原色顔料にはない様々な色を再現することが
できる．

3. 物理ベースオートエンコーダによる解析

本章では，層状表面物体のハイパースペクトル画像を入
力として，厚みと混合比率を教師なしで推定する物理ベー
スオートエンコーダについて説明する．

3.1 問題設定
層状表面物体のハイパースペクトル画像の各ピクセルで

は，顔料層の反射スペクトルと下地の反射スペクトルが
混ざって観測される．各ピクセルのバンド数 d の反射ス
ペクトルは，KM理論に基づく反射光の物理モデルを仮定
すれば，層状表面物体の下地の反射スペクトルRb と顔料
層の n個の顔料の散乱係数 Si と吸収係数Ki と混合比率
Ci(i = 1, ..., n) と厚みX で決まる．Rb，Si, Kiは以下の
ように定義する:

2ⓒ 2021 Information Processing Society of Japan

Vol.2021-CG-184 No.12
Vol.2021-DCC-29 No.12

Vol.2021-CVIM-227 No.12
2021/11/5



情報処理学会研究報告
IPSJ SIG Technical Report

𝒇𝚯(𝑹)	

⼊⼒スペクトル
𝑹

厚み𝑋

顔料混合⽐率
𝑪

Kubelka-Munk
理論

物理モデル 再構成スペクトル
𝑹(スペクトル画像幅: 𝑥

⾼さ: 𝑦 𝜆

図 3 物理ベースオートエンコーダの全体像

Rb = (Rb(λ1), Rb(λ2), ..., Rb(λd))
⊤ (6)

Si = (Si(λ1), S
i(λ2), ..., S

i(λd))
⊤ (7)

Ki = (Ki(λ1),K
i(λ2), ...,K

i(λd))
⊤ (8)

本研究では，Rb，Si, Ki を既知とし，反射スペクトルか
ら各ピクセルごとに厚みと混合比率を推定する問題を考え
る．装飾壁画古墳や水彩画などでは，顔料の成分分析が行
われており，どのような顔料が使われているかが明らかと
なっている．一般的に考えられる手法は，反射スペクトル
とそれに対応する厚みと混合比率をアノテーションし，そ
れをデータセットとして教師ありのフレームワークで学習
することである．しかし，厚みと混合比率を様々に変えて，
多くのサンプルを実際に作ることは難しい．また，学習に
必要となるサンプル数を見積もることも難しい．また，シ
ミュレーションで学習データを作る方法もあるが，シミュ
レーションデータと実測データでは乖離があり，実測デー
タでの推定誤差が大きくなることが見込まれる．そこで本
研究では，教師なしのフレームワークで厚みと混合比率を
学習・推定する手法を提案する．

3.2 物理ベースオートエンコーダ
提案手法である物理ベースオートエンコーダの全体像を

図 3に示す．まず，任意のピクセルのスペクトルを入力
して，そのピクセルの厚みと混合比率にエンコードする．
その後，エンコーダによって得られた厚みと混合比率をデ
コーダであるKM理論に基づく物理モデルに入力し，スペ
クトルを再構成する．最後に，入力スペクトルと出力スペ
クトルの誤差を計算して，エンコーダを最適化する．
推定対象である層状表面物体のスペクトル画像のそれぞ

れのピクセルのスペクトル R ∈ Rd をエンコーダ fΘ(R)

により，厚み X̂ ∈ Rと混合比率 Ĉ ∈ Rn を出力する:

(X̂, Ĉ) = fΘ(R) (9)

エンコーダ fΘ は，多層パーセプトロンとして構築する．
Θがエンコーダの学習する重み集合である．厚みの出力
を正の値として出力するために，出力の活性化関数として
ReLU関数を用いる．また，顔料混合比率は総和が 1とな
るように正規化する必要があるため，出力の活性化関数と
して softmax関数を用いる．

次に，KM理論に基づく物理モデルベースのデコーダに
ついて説明する．エンコーダの出力である厚みX と混合比
率C を用いて，再構成スペクトル R̂を得る．まず，式 (5)

より，混合比率と既知の顔料の散乱係数と吸収係数から，
顔料を混合した時の散乱係数 Smix と吸収係数Kmix を以
下のように計算する:

Smix(Ĉ) =

n∑
i=1

ĈiSi (10)

Kmix(Ĉ) =
n∑

i=1

ĈiKi (11)

そして，式 (4)より，混合顔料で構成される顔料層のみの
反射スペクトルRmix

∞ を計算する:

Rmix
∞ (Ĉ) = R∞(Smix(Ĉ),Kmix(Ĉ)) (12)

最後に，計算した顔料層のみの反射スペクトル Rmix
∞ ，厚

み X̂，下地の反射スペクトルRb，混合した散乱係数 Smix

を用いて，顔料層の反射スペクトルと下地の反射スペクト
ルが混ざった再構成スペクトル R̂を計算する:

R̂(X̂, Ĉ) = RKM (X̂;Rmix
∞ (Ĉ))

エンコーダの重みの最適化について説明する．誤差関数
を次のように定義する:

L =
∑
R∈R

∥∥∥R̂(fΘ(R))−R
∥∥∥2
2
+ λreg

∑
θ∈Θ

∥θ∥22 (13)

Rは，それぞれのバッチ中の入力スペクトル集合である．
誤差関数の第 1項は，入力スペクトルと物理ベースオート
エンコーダによる再構成スペクトルとの再構成誤差である．
第 2項は，エンコーダの重みの正則化項である．この誤差
関数を用いて，エンコーダの重みを勾配法のアルゴリズム
で学習を行う．勾配法では，重みに対する勾配が必要とな
る．KM理論に基づく物理モデルベースのデコーダは，す
べて微分可能な計算であるため，誤差逆伝播法により，重
みの勾配を計算することができる．これにより，エンコー
ダは，顔料層の厚みと混合比率を入力スペクトルと再構成
スペクトルとの差分で学習する．
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図 4 シミュレーションデータ. (a)は，スペクトル画像から再現した
RGB画像である．(b)は，厚みマップの真値である．(c)–(e)

は，それぞれ黄色，青色，紫色の混合比率の真値である．

図 5 シミュレーションデータでの厚み推定結果の比較

4. 実験
提案手法の有効性を確認するために，シミュレーション

データと実測データを用いて，評価を行った．シミュレー
ションデータでは，厚みと混合比率の真値と提案手法の推
定値から定量評価を行った．また，実測データでは，厚み
と混合比率の真値が不明であるため定性評価を行った．最
後に，シミュレーションデータを用いた教師あり学習と教
師なし学習である提案手法の比較を行った．

4.1 実装方法
まず， [11]に従い，各顔料の散乱係数と吸収係数を算

出した．スペクトル画像のピクセルの波長は，シミュレー
ションデータでは 400 nmから 720 nmの間の 81バンド，
実測データでは 440 nmから 810 nmの間の 70バンドを使

波⻑ 𝜆 [nm]

反
射
率

図 6 スペクトルのサンプル．それぞれ，図 4(a) のマーカーの色と
位置に対応している．

用した．多層パーセプトロン fΘには，7層の全結合層（中
間層の活性化関数はReLU，各層のユニット数は 300）を用
いた．最適化アルゴリズムとして，Adam [6]を使用した．

4.2 シミュレーションデータ
黄・青・紫の顔料から算出した散乱係数と吸収係数を用

いて，KM理論からスペクトル画像を作成した．そのスペ
クトル画像を用いて，厚みと混合比率の定量評価を行い，
提案手法の有効性を確認した．
作成方法 まず，それぞれのピクセル位置 (x, y)に厚み

X(x, y)と混合比率C(x, y)を設定した．これらの値が，厚
みと混合比率の真値となる．その後，それぞれのピクセル
に設定した値と既知である散乱係数と吸収係数と下地の
スペクトルから KM理論を用いてスペクトルを作成した．
それぞれのスペクトルの各バンドには，平均 0 で標準偏
差 0.003のガウシアンノイズを加えた．図 4にシミュレー
ションデータを示す．また，スペクトル画像から数点をサ
ンプリングしたスペクトルを図 6に示す．シミュレーショ
ンデータには，4本の縦線がある．この 4本の縦線が，顔
料が塗布されている領域であり，他の部分は厚み 0の下地
のみの領域である．左の縦線の 3本は，順に黄色，青色，
紫色の混合比率をそれぞれ 1 として作成した．一番右側
の縦線は，黄色と青色の混合割合を 0.8と 0.2で混合した
(図 4(c)–(e)).また，厚みはそれぞれの縦線を上から下に向
かって，厚みが大きくなるように作成した．(図 4(b))．そ
れぞれの縦線ごとに厚みの最大値が異なるのは，それぞれ
の顔料ごとに散乱と吸収の割合が違い，下地が完全に隠蔽
される厚みが異なるためである．
評価 作成したシミュレーションデータに対して，誤差

関数が一定値に収束するまで，オートエンコーダを学習し
た．その後，学習したエンコーダが，中間層の出力として
厚みと混合比率を正しく推定できているかを評価した
厚みの真値 X(x, y)と厚みの推定値 X̂(x, y)の平均二乗
誤差は，0.0017であった．また，それぞれの原色顔料ごと
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図 7 シミュレーションデータでの混合比率の推定結果

(a).実測RGB画像 (b).再構成RGB画像

(c).再構成RGB画像
(厚み3倍)

(d).厚み推定結果

図 8 RGB 再構成と厚み推定結果

の厚みの比較を図 5に示す．横軸を真値とし，縦軸を推定
値とした．この結果より，真値と推定値がほぼ一致してお
り，提案手法により厚みが正しく推定できていることがわ
かる．また，黄色と青色を混ぜた混合顔料でも，正しく推
定ができている．図 7に，顔料の混合比率の推定結果を示
す．それぞれの塗布されている顔料の部分が正しく推定で
きていることがわかる．ただ，厚みが薄いそれぞれの縦線
の上部の部分は，混合比率の推定精度が低下している．こ
れは，厚みが薄い領域では，下地のスペクトルが支配的に
なり，スペクトルの変化が少ないことが起因している．ま
た，下地のみの部分も顔料の混合比率を推定しているが，
厚みが 0と正しく推定されているため，どの値に推定され
ても問題ない．また，黄色と青色を混合した領域でも概ね
正しく推定できていることがわかる．

4.3 実測データ
装飾古墳壁画に使われていたものと同種の原色顔料で模

擬サンプルを作り，実際にスペクトル画像を撮影し，提案
手法の定性評価を行った．装飾古墳壁画に使われていたも
のと同種の原色顔料であるベンガラ (赤色)，稲荷黄土 (黄
色)，合鼠（碧灰末，水色）の 3つの顔料を上質紙に塗布し
たサンプルを作成した．このサンプルでは顔料の混合を行
わず，それぞれの原色顔料をそのまま塗布した．塗布する
際に，顔料を紙に定着させるために，結合剤として膠液を
用いた．このサンプルを Surface Optics社製のハイパース

図 9 RGB 再構成と厚み推定結果の一部切り取り 参照:図 8(b)

混
合
⽐
率

稲荷⻩⼟ ベンガラ 合⿏

図 10 混合比率推定結果

ペクトルカメラ (SOC710–VP)を用いて撮影した．白熱電
球下で撮影を行い，標準白色板を用いて，スペクトルを正
規化した．スペクトルから RGB画像をレンダリングした
サンプルを図 8(a)に示す．
評価 撮影したスペクトル画像に対して，提案手法で厚み
と混合比率推定を行った．厚み推定と混合比率推定の結果
を，それぞれ図 8(d), 図 10に示す．実測の RGB画像と
厚み推定結果を比較すると，塗布されている領域と厚みが
0以上の領域が一致している．そのため，厚みが推定でき
ていることが確認できる． 同様に，顔料が塗布されていな
い白色の下地のみの領域には，厚みが 0と推定されている
ことが確認できる．また，混合比率の推定では，それぞれ
の顔料の領域を判別できている．しかし，ベンガラが厚く
塗られている領域が合鼠との混合として誤推定している．
これは，厚く塗られている領域では，膠液が層を形成して
しまい，スペクトルに変化が生じてしまったためだと考え
られる．
次に，推定した厚みと混合比率からKM理論を用いて再
構成したスペクトルから作成した RGB画像を図 8(b)と
図 9に示す．再構成した RGB画像は，実測の RGB画像
と類似しており，厚みと混合比率の情報から実測の RGB

画像が再現できることがわかる．また，厚みを変化させる
ことにより，様々な RGB画像を作り出すことができる．
これは，自然劣化により厚みが薄くなってしまった層状表
面物体を，劣化前の状態に再現できることを示唆している．

4.4 シミュレーションデータを用いた教師あり学習との
比較

本節では，物理モデルに従って生成したデータを用いた
教師あり学習と提案手法の比較を行う．厚みと混合比率
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再構成RGB画像 厚み推定結果

混合⽐率
稲荷⻩⼟ ベンガラ 合⿏

図 11 教師あり学習での推定結果

を設定することにより，KM理論に基づく物理モデルを用
いて，反射スペクトルをシミュレーションできる．そのた
め，このシミュレーションした反射スペクトルを入力デー
タ，設定した厚みと混合比率を正解データとして，教師あ
りでエンコーダ fΘのみを学習することができる．シミュ
レーションデータは，ベンガラ，稲荷黄土，合鼠の原色顔
料から算出された散乱係数と吸収係数，および下地の反射
スペクトルの実測値を用いて，それぞれの混合比率は [0, 1]

の範囲を 0.01刻みで，厚みは [0, 5]の範囲を 0.1刻みで変
えて作成した．従って，作られたデータ数は 262,701 であ
る．このデータを使って，教師ありでエンコーダを学習さ
せた．厚みと混合比率の誤差関数には，それぞれ二乗誤差
と交差エントロピー誤差を用いた．その後，実測データに
対して，厚みと混合比率推定を行った結果と RGB画像を
再構成した結果が図 11である．再構成した RGB画像と
実測 RGB画像を比べると，全体的に良い結果が得られて
いないことがわかる．特に，画像上部の下地のみの領域に
おいて，スペクトルを再構成できていないことがわかる．
また，画像下部の合鼠が塗布されている領域も，同様に再
構成できていない．推定精度が低い原因として，学習デー
タ数の少なさや誤差関数が適応していないことが挙げら
れる．加えて，学習データが実測データと乖離しているこ
とも原因として考えられる．一方で，提案手法では，スペ
クトルを一致させる単純な誤差関数を使い，実測データの
213,200ピクセルで学習を行った．提案手法と教師あり学
習では，ほぼ同じ数のデータ数を用いたが，提案手法の方
が推定精度が高い．これらの結果より，提案手法の方が，
実測データで学習を行うため，学習データと推定するデー
タの乖離が少なく学習できることがわかる．

5. まとめ
本研究では，層状表面物体に対して，顔料層の厚みと混

合比率の推定を行った．オートエンコーダのデコーダに

KM 理論に基づく反射光の物理モデルを用いることによ
り，中間層の潜在変数を厚みと混合比率として解釈可能に
し，推定する手法を考案した．シミュレーションデータと
実測データにより，本手法の有効性を確認した．また，物
理モデルに従って生成したデータを用いた教師あり学習と
比較することで，実測データで学習することのできる本手
法の優位性を確認した．
本手法では，原色顔料の散乱係数と吸収係数が既知とい

う条件で推定を行う．そのため，これらの係数に誤差があ
ると，厚みと混合比率を正確に推定することができない．
この問題を解決するために，厚みと顔料混合比率を推定し
ながら，散乱係数と吸収係数を修正する方法が考えられる．
また，デコーダの物理モデルとして，2光束の KM理論を
用いたが，4光束 [9]などのより複雑なモデルを用いるこ
とで精度を向上させることができる可能性がある．
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